

1) ΕΙΣΑΓΩΓΗ: ΛΙΓΑ ΛΟΓΙΑ ΓΙΑ ΤΟ ΛΟΓΙΣΜΙΚΟ
Το Weka είναι μια δημοφιλής σουίτα λογισμικού μηχανικής μάθησης που παρέχει ένα ολοκληρωμένο σύνολο εργαλείων για προεπεξεργασία δεδομένων, ταξινόμηση, παλινδρόμηση, ομαδοποίηση, εξόρυξη κανόνων συσχέτισης και οπτικοποίηση δεδομένων.

· Σκοπός: Το Weka, που σημαίνει Waikato Environment for Knowledge Analysis, αναπτύχθηκε στο Πανεπιστήμιο Waikato της Νέας Ζηλανδίας. Δημιουργήθηκε κυρίως για ερευνητικούς και εκπαιδευτικούς σκοπούς στον τομέα της μηχανικής μάθησης.
· Χαρακτηριστικά: Το Weka προσφέρει ένα ευρύ φάσμα χαρακτηριστικών, συμπεριλαμβανομένων δυνατοτήτων προεπεξεργασίας δεδομένων για τον καθαρισμό, τον μετασχηματισμό και την οπτικοποίηση δεδομένων. Υποστηρίζει πολυάριθμους αλγορίθμους μηχανικής μάθησης, όπως δέντρα αποφάσεων, μηχανές διανυσμάτων υποστήριξης, τυχαία δάση, νευρωνικά δίκτυα και άλλα. Το Weka παρέχει επίσης εργαλεία για την αξιολόγηση μοντέλων, τον χειρισμό ελλιπών τιμών, την εκτέλεση επιλογής χαρακτηριστικών και την εξερεύνηση δεδομένων μέσω οπτικοποιήσεων.

· Φιλικό προς το χρήστη περιβάλλον εργασίας: Το Weka παρέχει μια φιλική προς το χρήστη γραφική διεπαφή που διευκολύνει την εξερεύνηση και τον πειραματισμό με διαφορετικούς αλγορίθμους μηχανικής μάθησης. Αυτή η διεπαφή επιτρέπει στους χρήστες να φορτώνουν δεδομένα, να τα προεπεξεργάζονται, να επιλέγουν αλγορίθμους και να αξιολογούν μοντέλα μέσω μιας απλής προσέγγισης point-and-click.

· Επεκτασιμότητα: Το Weka είναι ένα λογισμικό ανοικτού κώδικα, πράγμα που σημαίνει ότι οι χρήστες μπορούν να επεκτείνουν τη λειτουργικότητά του αναπτύσσοντας τους δικούς τους αλγορίθμους ή ενσωματώνοντας εξωτερικές βιβλιοθήκες. Το λογισμικό παρέχει ένα εκτεταμένο API για προγραμματισμό σε Java, επιτρέποντας στους χρήστες να προσαρμόζουν και να ενισχύουν τις δυνατότητες του Weka σύμφωνα με τις απαιτήσεις τους.

· Συμβατότητα: Το Weka υλοποιείται κυρίως σε Java και μπορεί να τρέξει σε διάφορες πλατφόρμες, συμπεριλαμβανομένων των Windows, macOS και Linux. Παρέχει επίσης ενσωμάτωση με άλλες γλώσσες προγραμματισμού, όπως η Python, μέσω βιβλιοθηκών τρίτων, όπως η "python-weka-wrapper" ή η "scikit-learn-contrib".

· Κοινότητα και πόροι: Το Weka διαθέτει μια ζωντανή κοινότητα χρηστών και μια πληθώρα πόρων που είναι διαθέσιμοι στους χρήστες. Ο επίσημος δικτυακός τόπος της Weka (https://www.cs.waikato.ac.nz/ml/weka/) παρέχει τεκμηρίωση, εκπαιδευτικά προγράμματα, σύνολα δειγμάτων δεδομένων και ένα φόρουμ συζητήσεων όπου οι χρήστες μπορούν να ζητήσουν βοήθεια και να μοιραστούν τις εμπειρίες τους.
Το Weka έχει κερδίσει δημοτικότητα λόγω της προσβασιμότητας, της ευκολίας χρήσης και της ευελιξίας του, καθιστώντας το ένα πολύτιμο εργαλείο τόσο για αρχάριους όσο και για έμπειρους επαγγελματίες στον τομέα της μηχανικής μάθησης και της εξόρυξης δεδομένων. Παρέχει ένα ευρύ φάσμα λειτουργιών και δυνατοτήτων για διάφορες εργασίες που σχετίζονται με τη μηχανική μάθηση και την ανάλυση δεδομένων. Ακολουθούν ορισμένες από τις βασικές λειτουργίες που προσφέρει το Weka:
· Προεπεξεργασία δεδομένων: Η Weka προσφέρει διάφορες λειτουργίες προεπεξεργασίας δεδομένων για την προετοιμασία συνόλων δεδομένων για ανάλυση. Αυτό περιλαμβάνει λειτουργίες για τη φόρτωση δεδομένων από διάφορες μορφές αρχείων, το χειρισμό ελλιπών τιμών, το φιλτράρισμα και το μετασχηματισμό δεδομένων και την εκτέλεση επιλογής ή εξαγωγής χαρακτηριστικών.

· Ταξινόμηση: Το Weka παρέχει πολυάριθμους αλγορίθμους ταξινόμησης για τη δημιουργία προγνωστικών μοντέλων από επισημασμένα σύνολα δεδομένων. Ορισμένοι δημοφιλείς αλγόριθμοι περιλαμβάνουν δέντρα απόφασης (π.χ. J48), μηχανές διανυσμάτων υποστήριξης (SVM=Support Vector Machines), k-κοντινότερους γείτονες (k-NN=k-Nearest Neighbours), τυχαία δάση (=random forests) και ταξινομητές Naive Bayes.

· Παλινδρόμηση: Η Weka υποστηρίζει ανάλυση παλινδρόμησης, η οποία περιλαμβάνει την πρόβλεψη συνεχών αριθμητικών τιμών. Αλγόριθμοι όπως η γραμμική παλινδρόμηση, η παλινδρόμηση διανυσμάτων υποστήριξης (SVR) και τα νευρωνικά δίκτυα perceptron πολλαπλών στρωμάτων μπορούν να χρησιμοποιηθούν για εργασίες παλινδρόμησης στο Weka.

· Ομαδοποίηση: Το Weka περιλαμβάνει διάφορους αλγορίθμους ομαδοποίησης για μάθηση χωρίς επίβλεψη, όπου ο στόχος είναι να ομαδοποιηθούν παρόμοιες περιπτώσεις. Αλγόριθμοι όπως ο k-means, η μεγιστοποίηση προσδοκίας (EM) και η ιεραρχική ομαδοποίηση είναι διαθέσιμοι στο Weka για εργασίες ομαδοποίησης.

· Εξόρυξη κανόνων συσχέτισης: Η Weka υποστηρίζει την εξόρυξη κανόνων συσχέτισης, η οποία περιλαμβάνει την ανακάλυψη ενδιαφέρουσων σχέσεων ή μοτίβων σε δεδομένα συναλλαγών ή καλαθιού αγοράς. Ο αλγόριθμος Apriori, ο οποίος είναι ένας γνωστός αλγόριθμος εξόρυξης κανόνων συσχέτισης, περιλαμβάνεται στο Weka.

· Επιλογή χαρακτηριστικών: Η Weka παρέχει λειτουργίες για την επιλογή σχετικών χαρακτηριστικών από σύνολα δεδομένων για τη βελτίωση της απόδοσης του μοντέλου και τη μείωση της διαστατικότητας. Προσφέρει διάφορες τεχνικές επιλογής χαρακτηριστικών, όπως κέρδος πληροφορίας, chi-square, επιλογή χαρακτηριστικών με βάση τη συσχέτιση και άλλες.

· Αξιολόγηση και επικύρωση: Το Weka περιλαμβάνει λειτουργίες για την αξιολόγηση και την επικύρωση μοντέλων μηχανικής μάθησης. Υποστηρίζει τεχνικές όπως cross-validation, holdout validation και μεθόδους bootstrap για την εκτίμηση της απόδοσης του μοντέλου. Το Weka παρέχει διάφορες μετρικές αξιολόγησης, όπως ακρίβεια, ακρίβεια, ανάκληση, F1-score και περιοχή κάτω από την καμπύλη ROC (=receiver operating characteristic curve)   (AUC=Area under the ROC Curve).

· Οπτικοποίηση: Η Weka προσφέρει εργαλεία οπτικοποίησης για την εξερεύνηση και την ανάλυση δεδομένων. Παρέχει διαγράμματα διασποράς, γραμμικά διαγράμματα, ιστογράμματα και άλλες οπτικοποιήσεις για την κατανόηση της κατανομής και των σχέσεων μεταξύ των χαρακτηριστικών των δεδομένων.

· Ολοκλήρωση και επεκτασιμότητα: Το Weka μπορεί να ενσωματωθεί με άλλες γλώσσες προγραμματισμού, όπως η Java και η Python. Παρέχει API για την προγραμματιστική πρόσβαση στις λειτουργίες και τους αλγορίθμους του, επιτρέποντας στους χρήστες να προσαρμόζουν και να επεκτείνουν τις δυνατότητές του.
· Ensemble Methods: Το Weka υποστηρίζει μεθόδους ensemble, οι οποίες συνδυάζουν πολλαπλά μοντέλα για να βελτιώσουν την ακρίβεια της πρόβλεψης. Περιλαμβάνει τεχνικές όπως το bagging (Bootstrap Aggregating), το boosting (π.χ. AdaBoost) και τα τυχαία δάση. Αυτές οι μέθοδοι δημιουργούν ένα σύνολο μοντέλων και συγκεντρώνουν τις προβλέψεις τους για να κάνουν πιο ισχυρές και ακριβείς προβλέψεις.
· Μετασχηματισμός χαρακτηριστικών: Το WEKA προσφέρει τη δυνατότητα πραγματοποίησης «Ανάλυσης Κύριων Συνιστωσών» (PCA) και «Αποσύνθεσης 
Μοναδικών Τιμών» (SVD). Αυτές οι μέθοδοι μειώνουν τη διαστατικότητα των δεδομένων μετασχηματίζοντας τα αρχικά χαρακτηριστικά σε έναν χώρο χαμηλότερης διάστασης, διατηρώντας παράλληλα τις πιο σημαντικές πληροφορίες.

· Java API: Η Weka παρέχει αυτή τη λειτουργία (Java API) που μας επιτρέπει να έχουμε προγραμματιστική πρόσβαση στις λειτουργίες και τους αλγορίθμους της. Αυτό μας επιτρέπει να προσαρμόσουμε και να επεκτείνουμε τις δυνατότητες της Weka σύμφωνα με τις συγκεκριμένες απαιτήσεις μας. Το API επιτρέπει την απρόσκοπτη ενσωμάτωση των λειτουργιών της Weka στις δικές μας εφαρμογές που βασίζονται σε Java.
Αυτές οι λειτουργίες και διαδικασίες στο Weka παρέχουν ένα ολοκληρωμένο σύνολο εργαλείων για διάφορες εργασίες μηχανικής μάθησης και ανάλυσης δεδομένων, καθιστώντας το ένα ευέλικτο και ισχυρό εργαλείο για ερευνητές, επαγγελματίες και εκπαιδευτικούς.
2) ΑΡΧΕΙΑ ΠΟΥ ΥΠΟΣΤΗΡΙΖΕΙ / ΑΝΑΓΝΩΡΙΖΕΙ

Στο Weka, η πρωταρχική μορφή δεδομένων που χρησιμοποιείται για τη φόρτωση συνόλων δεδομένων είναι το ARFF (Attribute-Relation File Format). Ωστόσο, το Weka υποστηρίζει διάφορες άλλες μορφές αρχείων για τη φόρτωση δεδομένων. Ακολουθούν ορισμένες από τις μορφές αρχείων που μπορούν να φορτωθούν στο Weka:

ARFF (Attribute-Relation File Format): Το ARFF είναι η εγγενής μορφή αρχείου της Weka. Είναι μια μορφή βασισμένη σε κείμενο που αναπαριστά σύνολα δεδομένων που αποτελούνται από περιπτώσεις και τα σχετικά χαρακτηριστικά τους. Τα αρχεία ARFF περιέχουν ένα τμήμα κεφαλίδας που περιγράφει τα χαρακτηριστικά και τους τύπους τους, ακολουθούμενο από το τμήμα δεδομένων που περιλαμβάνει τις περιπτώσεις.

CSV (Comma-Separated Values): Η Weka υποστηρίζει τη φόρτωση συνόλων δεδομένων από αρχεία CSV, τα οποία χρησιμοποιούνται ευρέως για την αποθήκευση δεδομένων σε πίνακες. Τα αρχεία CSV αναπαριστούν δεδομένα σε απλό κείμενο, όπου κάθε εγγραφή αναπαρίσταται ως γραμμή και τα πεδία εντός μιας εγγραφής διαχωρίζονται με κόμματα ή άλλους διαχωριστικούς χαρακτήρες.

XRFF (XML ARFF): Το XRFF είναι ένας μορφότυπος βασισμένος στην XML που είναι παρόμοιος με το ARFF, αλλά παρέχει μια πιο δομημένη αναπαράσταση. Επιτρέπει την ιεραρχική αναπαράσταση δεδομένων και μπορεί να περιλαμβάνει μεταδεδομένα σχετικά με το σύνολο δεδομένων. Η Weka υποστηρίζει τη φόρτωση συνόλων δεδομένων σε μορφή XRFF.

C4.5: Η Weka μπορεί να φορτώσει σύνολα δεδομένων στη μορφή που χρησιμοποιείται από τον αλγόριθμο C4.5, έναν αλγόριθμο δέντρων απόφασης που αναπτύχθηκε από τον Ross Quinlan. Η μορφή C4.5 είναι μια μορφή βασισμένη σε κείμενο που αναπαριστά σύνολα δεδομένων με περιπτώσεις και τις αντίστοιχες τιμές των χαρακτηριστικών τους.

LibSVM: Το Weka υποστηρίζει τη μορφή αρχείου LibSVM, η οποία χρησιμοποιείται ευρέως για την αναπαράσταση αραιών συνόλων δεδομένων. Η μορφή LibSVM είναι μια μορφή απλού κειμένου όπου κάθε γραμμή αναπαριστά μια περίπτωση και τα χαρακτηριστικά προσδιορίζονται χρησιμοποιώντας ένα ζεύγος δείκτη-τιμής.

Αρχεία δεδομένων MatLab: Η Weka μπορεί να φορτώσει σύνολα δεδομένων που είναι αποθηκευμένα σε αρχεία δεδομένων MatLab (.mat). Τα αρχεία αυτά είναι δυαδικά αρχεία που χρησιμοποιούνται από το λογισμικό MatLab και μπορούν να περιέχουν διάφορους τύπους δεδομένων, συμπεριλαμβανομένων αριθμητικών πινάκων, δομών και πινάκων.
Αυτές είναι μερικές από τις κοινές μορφές αρχείων που μπορούν να φορτωθούν στο Weka. Ωστόσο, το Weka παρέχει επίσης επιλογές για τη φόρτωση δεδομένων από βάσεις δεδομένων, κατανεμημένα συστήματα αρχείων και άλλες πηγές δεδομένων μέσω των διαφόρων επεκτάσεων και APIs του.

3) ΛΙΓΑ ΛΟΓΙΑ ΓΙΑ ΤΟΥΣ ΚΑΤΑΣΚΕΥΑΣΤΕΣ

Το Weka δημιουργήθηκε από μια ομάδα ερευνητών του Πανεπιστημίου Waikato στη Νέα Ζηλανδία. Τα βασικά μέλη της ομάδας που συμμετείχαν στην ανάπτυξη του Weka είναι οι Ian H. Witten, Eibe Frank και Mark A. Hall. Ακολουθούν ορισμένες πληροφορίες σχετικά με αυτούς:
Ian H. Witten: Ο Ian H. Witten είναι καθηγητής πληροφορικής στο Πανεπιστήμιο του Waikato. Είναι γνωστός ερευνητής στον τομέα της μηχανικής μάθησης, της εξόρυξης δεδομένων και της επεξεργασίας φυσικής γλώσσας. Ο Witten έχει συγγράψει αρκετά σημαντικά βιβλία για τα θέματα αυτά, μεταξύ των οποίων το "Data Mining: Πρακτικά εργαλεία και τεχνικές μηχανικής μάθησης" και "Εξόρυξη κειμένου: Πρακτικά εργαλεία και τεχνικές μηχανικής μάθησης". Έχει συμβάλει σημαντικά στην ανάπτυξη του Weka και έχει συμμετάσχει ενεργά στην έρευνα και τη διάδοσή του.
Eibe Frank: Ο Eibe Frank είναι καθηγητής πληροφορικής στο Πανεπιστήμιο Waikato και έχει συμβάλει καθοριστικά στην ανάπτυξη του Weka. Διαθέτει εκτεταμένη εμπειρία στους τομείς της μηχανικής μάθησης, της εξόρυξης δεδομένων και της ανακάλυψης γνώσης. Ο Frank έχει συγγράψει πολυάριθμες ερευνητικές εργασίες και είναι συν-συγγραφέας του βιβλίου "Data Mining: Practical Machine Learning Tools and Techniques" με τον Ian H. Witten και άλλους. Έχει συνεισφέρει σημαντικά στους αλγορίθμους και τις λειτουργίες του Weka, ιδίως στους τομείς της ταξινόμησης και της επιλογής χαρακτηριστικών.
Mark A. Hall: Ο Mark A. Hall είναι ερευνητής και προγραμματιστής λογισμικού στο Πανεπιστήμιο του Waikato. Έχει συμμετάσχει ενεργά στην ανάπτυξη του Weka, εστιάζοντας στις πτυχές της μηχανικής λογισμικού και παρέχοντας πρακτικές υλοποιήσεις αλγορίθμων μηχανικής μάθησης. Ο Hall έχει συμβάλει στο σχεδιασμό και την υλοποίηση αρκετών βασικών στοιχείων του Weka, συμπεριλαμβανομένης της γραφικής διεπαφής χρήστη και των βασικών αλγορίθμων εξόρυξης δεδομένων.

4) ΠΑΡΑΔΕΙΓΜΑ ΕΦΑΡΜΟΓΗΣ ΠΑΛΙΝΔΡΟΜΗΣΗΣ
Αυτό το σύνολο δεδομένων είναι ένα τεχνητό σύνολο δεδομένων που χρησιμοποιήθηκε στις ερευνητικές εργασίες των Friedman (1991) και Breiman (1996). Είναι ένα σύνολο δεδομένων παλινδρόμησης, δηλαδή έχει σχεδιαστεί για την πρόβλεψη μιας συνεχούς μεταβλητής-στόχου με βάση ένα σύνολο χαρακτηριστικών εισόδου.
Ακολουθούν τα χαρακτηριστικά του συνόλου δεδομένων "fried.arff":

(https://datamelt.org/examples/data/weka/regression/fried.arff) 
Αριθμός περιπτώσεων (cases): 40,768

Αριθμός χαρακτηριστικών: 11

Τύποι χαρακτηριστικών: Όλα τα χαρακτηριστικά είναι συνεχή (αριθμητικά).

Η διαδικασία δημιουργίας συνόλου δεδομένων περιγράφεται ως εξής:
Δέκα χαρακτηριστικά, X1 έως X10, δημιουργούνται ανεξάρτητα. Οι τιμές κάθε χαρακτηριστικού κατανέμονται ομοιόμορφα στο εύρος [0, 1].
Η μεταβλητή-στόχος, Y, υπολογίζεται χρησιμοποιώντας την ακόλουθη εξίσωση:

Y = 10 * sin(pi * X1 * X2) + 20 * (X3 - 0,5)^2 + 10 * X4 + 5 * X5 + ε
όπου:
sin() αντιπροσωπεύει τη συνάρτηση ημιτόνου.

Το pi αντιπροσωπεύει τη μαθηματική σταθερά π.

Το ε είναι μια κανονικά κατανεμημένη τυχαία μεταβλητή με μέση τιμή 0 και τυπική απόκλιση 1 (sigma(0,1)).

Σκοπός αυτού του συνόλου δεδομένων είναι να χρησιμεύσει ως σημείο αναφοράς για εργασίες παλινδρόμησης και να αξιολογήσει την απόδοση των αλγορίθμων παλινδρόμησης.
Η αρχική πηγή του συνόλου δεδομένων είναι η ερευνητική εργασία του Breiman (1996), με τίτλο "Bagging Predictors", και αναφέρεται επίσης στην εργασία του Friedman (1991), με τίτλο "Multivariate Adaptive Regression Splines".
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 Scatterplots για όλα τα ζευγάρια μεταβλητών. Τα διαγράμματα διασποράς είναι μια γραφική αναπαράσταση που δείχνει τη σχέση μεταξύ δύο μεταβλητών με την απεικόνιση σημείων δεδομένων σε ένα δισδιάστατο σύστημα συντεταγμένων. Κάθε σημείο στο διάγραμμα αντιπροσωπεύει μια περίπτωση ή ένα παράδειγμα από το σύνολο δεδομένων σας και η θέση του στο διάγραμμα καθορίζεται από τις τιμές των δύο χαρακτηριστικών που συγκρίνονται.
ΜΕΘΟΔΟΙ ΤΑΞΙΝΟΜΗΣΗΣ (Classification Methods)

Ξεκινάμε να εφαρμόσουμε γραμμική παλινδρόμηση στο μοντέλο με μεταβλητή απόκρισης την Υ και παίρνουμε ως αποτέλεσμα τον τύπο της γραμμικής παλινδρόμησης και τα αντίστοιχα βάρη που δίνονται σε κάθε μεταβλητή άρα την πρόβλεψη για τη μεταβλητή Υ. Για κάθε μέθοδο, θα χρησιμοποιούμε (ως συνήθως) τη μεταβλητή Υ ως εξαρτημένη. Χρησιμοποιούμε ως default επιλογή το training set του λογισμικού, οπότε τα δεδομένα χωρίζονται σε training και testing για την αξιολόγηση του μοντέλου και παίρνουμε τα παρακάτω αποτελέσματα:
=== Run information ===
Scheme:       weka.classifiers.functions.LinearRegression -S 0 -R 1.0E-8 -num-decimal-places 4

Relation:     fried

Instances:    40768

Attributes:   11

              X1

              X2

              X3

              X4

              X5

              X6

              X7

              X8

              X9

              X10

              Y

Test mode:    evaluate on training data
=== Classifier model (full training set) ===
Linear Regression Model
Y =
      6.5962 * X1 +

      6.6414 * X2 +

     -0.183  * X3 +

      9.9946 * X4 +

      4.9244 * X5 +

     -0.0673 * X10 +

      0.4455
Time taken to build model: 0.12 seconds
=== Evaluation on training set ===

Time taken to test model on training data: 0.06 seconds
=== Summary ===
Correlation coefficient                  0.8502

Mean absolute error                      2.0379

Root mean squared error                  2.6306

Relative absolute error                 50.1361 %

Root relative squared error             52.6421 %

· Total Number of Instances            40768     

· Παρατηρούμε ότι το Correlation coefficient = 0.8502 (πολύ κοντά στο +1), άρα έχουμε θετική συσχέτιση μεταξύ των μεταβλητών.

· Μετρά το μέσο μέγεθος των σφαλμάτων ή των διαφορών μεταξύ των προβλεπόμενων και των πραγματικών τιμών της μεταβλητής-στόχου και ισχύει 
MAE = (1 / n) * Σ|ŷ - y|

όπου:

n είναι ο αριθμός των περιπτώσεων στο σύνολο δεδομένων,

ŷ είναι η προβλεπόμενη τιμή, και

y είναι η πραγματική (πραγματική) τιμή.

Το RMSE είναι ένα δημοφιλές μέτρο του μέσου μεγέθους των σφαλμάτων μεταξύ των προβλεπόμενων και των πραγματικών τιμών σε μοντέλα παλινδρόμησης. Είναι μια επέκταση της μετρικής μέσου τετραγωνικού σφάλματος (MSE), αλλά με την εφαρμογή της τετραγωνικής ρίζας για να γίνουν οι μονάδες συνεπείς με τη μεταβλητή-στόχο.
· Ο τύπος για τον υπολογισμό του RMSE έχει ως εξής:

RMSE = √(1/n) * Σ(ŷ - y)^2

όπου:

n είναι ο αριθμός των περιπτώσεων στο σύνολο δεδομένων,

ŷ είναι η προβλεπόμενη τιμή, και

y είναι η πραγματική (πραγματική) τιμή.

Το RMSE εκφράζεται στην ίδια μονάδα με τη μεταβλητή-στόχο και παρέχει μια ένδειξη του τυπικού σφάλματος πρόβλεψης. Παρόμοια με το MAE, ένα χαμηλότερο RMSE υποδηλώνει καλύτερη απόδοση του μοντέλου, καθώς αντικατοπτρίζει μικρότερα σφάλματα μεταξύ προβλέψεων και πραγματικών τιμών. 
· Σχετικό απόλυτο σφάλμα (RAE):

Το RAE είναι ένα σχετικό μέτρο που συγκρίνει το απόλυτο σφάλμα πρόβλεψης με το μέσο απόλυτο σφάλμα (MAE) της μεταβλητής-στόχου. Βοηθά στην αξιολόγηση της απόδοσης του μοντέλου σε σχέση με ένα απλό βασικό μοντέλο.

Ο τύπος για τον υπολογισμό του RAE έχει ως εξής:

RAE = (1/n) * Σ|ŷ - y| / (1/n) * Σ|y - ȳ|

όπου:

n είναι ο αριθμός των περιπτώσεων στο σύνολο δεδομένων,

ŷ είναι η προβλεπόμενη τιμή,

y είναι η αληθινή (πραγματική) τιμή, και

ȳ είναι ο μέσος όρος των πραγματικών τιμών.

Το RAE μετρά το μέσο απόλυτο σφάλμα πρόβλεψης σε σχέση με το μέσο απόλυτο σφάλμα ενός απλού μοντέλου που προβλέπει τη μέση τιμή της μεταβλητής-στόχου για όλες τις περιπτώσεις. Ένα μικρότερο RAE υποδηλώνει καλύτερη απόδοση σε σύγκριση με το βασικό μοντέλο. 

· Σχετικό τετραγωνικό σφάλμα ρίζας (RRSE):

Το RRSE είναι ένα σχετικό μέτρο που συγκρίνει τη ρίζα του μέσου τετραγωνικού σφάλματος (RMSE) με την τυπική απόκλιση της μεταβλητής-στόχου. Παρέχει μια προοπτική για την απόδοση του μοντέλου σε σχέση με τη μεταβλητότητα της μεταβλητής-στόχου.

Ο τύπος για τον υπολογισμό του RRSE έχει ως εξής:

RRSE = √(RMSE^2) / σ

όπου:

RMSE είναι η ρίζα του μέσου τετραγωνικού σφάλματος και

σ είναι η τυπική απόκλιση των πραγματικών τιμών.

Το RRSE δείχνει το κανονικοποιημένο μέσο σφάλμα πρόβλεψης σε σχέση με τη μεταβλητότητα της μεταβλητής-στόχου. Ένα μικρότερο RRSE υποδηλώνει καλύτερη απόδοση σε σύγκριση με ένα απλό μοντέλο που προβλέπει τη μέση τιμή.

Αυτές οι μετρικές αξιολόγησης βοηθούν στην αξιολόγηση της ακρίβειας και της απόδοσης των μοντέλων παλινδρόμησης, επιτρέποντάς σας να συγκρίνετε διαφορετικά μοντέλα ή επαναλήψεις με βάση τα αντίστοιχα μέτρα σφάλματος. Με την εξέταση πολλαπλών μετρικών, αποκτάτε μια πιο ολοκληρωμένη κατανόηση των δυνατών και αδύνατων σημείων του μοντέλου όσον αφορά την αποτύπωση των υποκείμενων σχέσεων στα δεδομένα.

Θα ξανατρέξουμε γραμμική παλινδρόμηση, αυτή τη φορά όμως με 10-fold cross validation (επόμενη επιλογή του προγράμματος).
Πληροφορίες:

Η διασταυρούμενη επικύρωση είναι μια τεχνική που χρησιμοποιείται στη μηχανική μάθηση και την ανάλυση δεδομένων για την αξιολόγηση της απόδοσης και της ικανότητας γενίκευσης ενός μοντέλου. Μια συχνά χρησιμοποιούμενη παραλλαγή της διασταυρούμενης επικύρωσης ονομάζεται "k-fold cross-validation", όπου το k αναφέρεται στον αριθμό των αναδιπλώσεων ή των υποσυνόλων στα οποία χωρίζεται το σύνολο δεδομένων. 
Στη διασταυρούμενη επικύρωση 10 φορών, το σύνολο δεδομένων χωρίζεται σε 10 υποσύνολα ή αναδιπλώσεις ίσου μεγέθους. Η διαδικασία διασταυρούμενης επικύρωσης περιλαμβάνει τα ακόλουθα βήματα:

Το σύνολο δεδομένων ανακατεύεται τυχαία για να εξασφαλιστεί μια αμερόληπτη αναπαράσταση των δεδομένων.

Τα δεδομένα χωρίζονται σε 10 υποσύνολα περίπου ίσου μεγέθους, καθένα από τα οποία περιέχει ίσο ποσοστό περιπτώσεων από το αρχικό σύνολο δεδομένων.

Η διαδικασία εκπαίδευσης και αξιολόγησης του μοντέλου επαναλαμβάνεται 10 φορές, με κάθε αναδίπλωση να χρησιμεύει ως σύνολο δοκιμής μία φορά, ενώ οι υπόλοιπες εννέα αναδιπλώσεις χρησιμοποιούνται ως σύνολο εκπαίδευσης.

Για κάθε επανάληψη, το μοντέλο εκπαιδεύεται στο σύνολο εκπαίδευσης (εννέα αναδιπλώσεις) και αξιολογείται στο σύνολο δοκιμής (μία αναδίπλωση).

Για κάθε επανάληψη υπολογίζεται η μετρική ή οι μετρικές αξιολόγησης που ενδιαφέρουν, όπως η ακρίβεια, το μέσο τετραγωνικό σφάλμα ή η περιοχή κάτω από την καμπύλη.

Οι τιμές των μετρικών αξιολόγησης και από τις 10 επαναλήψεις υπολογίζονται κατά μέσο όρο για να προκύψει ένα ενιαίο μέτρο απόδοσης για το μοντέλο.

Το πλεονέκτημα της χρήσης 10πλής διασταυρούμενης επικύρωσης είναι ότι παρέχει μια πιο ισχυρή εκτίμηση της απόδοσης του μοντέλου με τη χρήση πολλαπλών αξιολογήσεων σε διαφορετικά υποσύνολα δεδομένων. Βοηθά στον μετριασμό της επίδρασης του συγκεκριμένου τμήματος δεδομένων στα αποτελέσματα της αξιολόγησης και παρέχει μια πιο αξιόπιστη εκτίμηση της ικανότητας γενίκευσης του μοντέλου.

Επαναλαμβάνοντας τη διαδικασία εκπαίδευσης και αξιολόγησης 10 φορές με διαφορετικά υποσύνολα, η 10-πλότυπη διασταυρούμενη επικύρωση παρέχει μια καλή ισορροπία μεταξύ υπολογιστικής αποδοτικότητας (σε σύγκριση με υψηλότερες τιμές k) και αξιόπιστης εκτίμησης της απόδοσης.

Είναι σημαντικό να σημειωθεί ότι η διασταυρούμενη επικύρωση βοηθά στην εκτίμηση της απόδοσης του μοντέλου στα διαθέσιμα δεδομένα, αλλά δεν αντικαθιστά την ανάγκη για μια πρόσθετη αξιολόγηση σε ένα ανεξάρτητο σύνολο δοκιμών για την εκτίμηση της απόδοσης του μοντέλου σε αθέατα δεδομένα.
Test mode:    10-fold cross-validation
=== Classifier model (full training set) ===
Linear Regression Model
Y =
      6.5962 * X1 +

      6.6414 * X2 +

     -0.183  * X3 +

      9.9946 * X4 +

      4.9244 * X5 +

     -0.0673 * X10 +

      0.4455
Time taken to build model: 0.11 seconds
=== Cross-validation ===

=== Summary ===
Correlation coefficient                  0.8501

Mean absolute error                      2.0385

Root mean squared error                  2.6314

Relative absolute error                 50.1487 %

Root relative squared error             52.6567 %

Total Number of Instances            40768
ΣΧΟΛΙΑ
Συνολικά, η εργασία ταξινόμησης με το Multilayer Perceptron στο σύνολο δεδομένων "fried.arff" παρουσιάζει ισχυρή απόδοση, με υψηλούς συντελεστές συσχέτισης και σχετικά χαμηλές μετρικές σφάλματος. Τα αποτελέσματα της 10πλής διασταυρούμενης επικύρωσης παρέχουν μια αξιολόγηση της απόδοσης του μοντέλου σε πολλαπλά υποσύνολα των δεδομένων, παρουσιάζοντας ελαφρώς χαμηλότερη απόδοση σε σύγκριση με την ταξινόμηση με μία εκτέλεση.

Θα εφαρμόσουμε τώρα σύμφωνα με τη μέθοδο backpropagation, ένα τεχνητό νευρωνικό δίκτυο και θα συγκρίνουμε τα αποτελέσματα. Επιλέγουμε Classify -> Multilayer Perceptron -> Use training set (default)
Πληροφορίες:
Το Multilayer Perceptron αποτελείται από ένα ή περισσότερα στρώματα διασυνδεδεμένων τεχνητών νευρώνων, γνωστά και ως perceptrons. Τα στρώματα είναι οργανωμένα κατά τρόπο προπορευόμενο (ευθύ), που σημαίνει ότι η πληροφορία ρέει από το στρώμα εισόδου μέσω των κρυφών στρωμάτων στο στρώμα εξόδου, χωρίς να υπάρχουν ανάδρομες συνδέσεις. Κάθε νευρώνας στο δίκτυο λαμβάνει εισόδους, εκτελεί ένα σταθμισμένο άθροισμα των εισόδων, εφαρμόζει μια συνάρτηση ενεργοποίησης στο άθροισμα και παράγει μια έξοδο. Πραγματοποιούνται τα εξής βήματα: 
Προεπεξεργασία δεδομένων: Τα δεδομένα εισόδου προετοιμάζονται με την εφαρμογή οποιωνδήποτε απαραίτητων βημάτων προεπεξεργασίας, όπως η κανονικοποίηση ή η κλιμάκωση χαρακτηριστικών, για να εξασφαλιστεί ότι τα δεδομένα είναι σε κατάλληλη μορφή για την εκπαίδευση του MLP.

Αρχιτεκτονική δικτύου: Καθορίζετε την αρχιτεκτονική του MLP, συμπεριλαμβανομένου του αριθμού των κρυφών στρωμάτων, του αριθμού των νευρώνων σε κάθε κρυφό στρώμα και των συναρτήσεων ενεργοποίησης που χρησιμοποιούνται σε κάθε στρώμα. Το στρώμα εισόδου αντιστοιχεί στα χαρακτηριστικά του συνόλου δεδομένων και το στρώμα εξόδου αναπαριστά τη μεταβλητή-στόχο (για παλινδρόμηση) ή τις ετικέτες κλάσης (για ταξινόμηση).

Εκπαίδευση: Το MLP εκπαιδεύεται χρησιμοποιώντας μια διαδικασία που ονομάζεται backpropagation, η οποία προσαρμόζει τα βάρη των συνδέσεων μεταξύ των νευρώνων με βάση το σφάλμα μεταξύ των προβλεπόμενων εξόδων και των πραγματικών εξόδων. Ο αλγόριθμος εκμάθησης στοχεύει στην ελαχιστοποίηση του σφάλματος με επαναληπτική ενημέρωση των βαρών με τη χρήση κλίσης καθόδου ή άλλων τεχνικών βελτιστοποίησης.

Εμπρόσθια διάδοση: Αφού εκπαιδευτεί το MLP, μπορεί να χρησιμοποιηθεί για να κάνει προβλέψεις σε νέα, αθέατα δεδομένα. Τα δεδομένα εισόδου τροφοδοτούνται προς τα εμπρός μέσω του δικτύου και η έξοδος υπολογίζεται περνώντας τις ενεργοποιήσεις μέσω των στρωμάτων μέχρι να φτάσουν στο στρώμα εξόδου.

Αξιολόγηση: Η απόδοση του MLP αξιολογείται με τη χρήση μετρικών αξιολόγησης κατάλληλων για την εργασία, όπως η ακρίβεια, η ακρίβεια, η ανάκληση, το μέσο τετραγωνικό σφάλμα ή άλλες σχετικές μετρικές. Η αξιολόγηση παρέχει πληροφορίες σχετικά με το πόσο καλά το MLP γενικεύει και κάνει προβλέψεις σε αόρατα δεδομένα.
Παίρνουμε λοιπόν τα εξής αποτελέσματα:

=== Evaluation on training set ===
Time taken to test model on training data: 12.73 seconds
=== Summary ===
Correlation coefficient                  0.9559

Mean absolute error                      1.5008

Root mean squared error                  1.873 

Relative absolute error                 36.9229 %

Root relative squared error             37.4817 %

Total Number of Instances            40768     
ΣΧΟΛΙΑ
Ο υψηλός συντελεστής συσχέτισης, το χαμηλό MAE και RMSE υποδεικνύουν καλή προσαρμογή μεταξύ των προβλεπόμενων και των πραγματικών ετικετών κλάσης στα δεδομένα εκπαίδευσης.
Θα προχωρήσουμε να κάνουμε classification με τη μέθοδο 10-fold cross validation, αλλά με MLP και παίρνουμε τα αποτελέσματα:

=== Cross-validation ===

=== Summary ===
Correlation coefficient                  0.9242

Mean absolute error                      1.5102

Root mean squared error                  1.9758

Relative absolute error                 37.1532 %

Root relative squared error             39.5372 %

Total Number of Instances            40768     

ΣΧΟΛΙΑ
· Η απόδοση του μοντέλου Multilayer Perceptron όσον αφορά τον συντελεστή συσχέτισης, το MAE και άλλες μετρήσεις είναι παρόμοια μεταξύ της ταξινόμησης με το προεπιλεγμένο σύνολο εκπαίδευσης και της 10πλής διασταυρούμενης επικύρωσης.

· Τα αποτελέσματα που προκύπτουν από το προεπιλεγμένο σύνολο εκπαίδευσης ενδέχεται να υπερεκτιμούν την απόδοση του μοντέλου, δεδομένου ότι αξιολογήθηκε στα ίδια δεδομένα που χρησιμοποιήθηκαν για την εκπαίδευση. Η διασταυρούμενη επικύρωση παρέχει μια πιο αξιόπιστη εκτίμηση των επιδόσεων του μοντέλου σε αφανή δεδομένα.

· Οι μετρικές επιδόσεων στην 10-πλότυπη διασταυρούμενη επικύρωση παρουσιάζουν ελαφρώς υψηλότερα σφάλματα σε σύγκριση με το προεπιλεγμένο σύνολο εκπαίδευσης, κάτι που είναι αναμενόμενο, καθώς η διασταυρούμενη επικύρωση παρέχει μια πιο ρεαλιστική αξιολόγηση της ικανότητας γενίκευσης του μοντέλου.

Συνολικά, το μοντέλο Multilayer Perceptron αποδίδει καλά και στις δύο περιπτώσεις, υποδεικνύοντας την ικανότητά του να συλλαμβάνει τα υποκείμενα πρότυπα και να κάνει ακριβείς προβλέψεις. Ωστόσο, τα αποτελέσματα από την 10-πλότυπη διασταυρούμενη επικύρωση παρέχουν μια πιο αξιόπιστη εκτίμηση της απόδοσης του μοντέλου σε αόρατα δεδομένα. 
Σημείωση: Στο πρόγραμμα δόθηκε εντολή να πραγματοποιηθεί ταξινόμηση (classification) χρησιμοποιώντας τον αλγόριθμο Random Forest. Λόγω του μεγέθους του dataset και της υπολογιστικής μνήμης που απαιτείται για να εκτελεστεί ο αλγόριθμος, το πρόγραμμα έκλεισε («κράσαρε») βγάζοντας σχετικό μήνυμα.
ΜΕΘΟΔΟΙ ΟΜΑΔΟΠΟΙΗΣΗΣ (Clustering Methods)

Πληροφορίες: 

Επιλέγουμε αρχικά τον αλγόριθμο FilteredClusterer
Ο "φιλτραρισμένος ομαδοποιητής" είναι ένα πλαίσιο που συνδυάζει τεχνικές φιλτραρίσματος ή προεπεξεργασίας δεδομένων με αλγορίθμους ομαδοποίησης. Σας επιτρέπει να εφαρμόζετε μεθόδους προεπεξεργασίας δεδομένων για την τροποποίηση ή τη βελτίωση του συνόλου δεδομένων πριν από την ομαδοποίηση, βελτιώνοντας έτσι δυνητικά την ποιότητα των αποτελεσμάτων της ομαδοποίησης.

Ο φιλτραρισμένος ομαδοποιητής αποτελείται από δύο κύρια στοιχεία:

Φιλτράρισμα δεδομένων: Η συνιστώσα φιλτραρίσματος δεδομένων εφαρμόζει διάφορες τεχνικές προεπεξεργασίας στο σύνολο δεδομένων εισόδου. Οι τεχνικές αυτές μπορεί να περιλαμβάνουν επιλογή χαρακτηριστικών, διακριτοποίηση, κανονικοποίηση, εξαγωγή χαρακτηριστικών και χειρισμό ελλιπών τιμών. Σκοπός του φιλτραρίσματος δεδομένων είναι η βελτίωση της ποιότητας των δεδομένων, η μείωση του θορύβου, ο χειρισμός των ακραίων τιμών και ο μετασχηματισμός των δεδομένων σε κατάλληλη αναπαράσταση για ομαδοποίηση.

Αλγόριθμος ομαδοποίησης: Το στοιχείο αλγόριθμος συσταδοποίησης εκτελεί την πραγματική συσταδοποίηση στο σύνολο δεδομένων που έχει υποστεί προεπεξεργασία. Σε αυτή την περίπτωση χρησιμοποιείται ο αλγόριθμος kMeans. Ο kMeans είναι ένας επαναληπτικός αλγόριθμος που στοχεύει στην κατάτμηση των δεδομένων σε έναν καθορισμένο αριθμό συστάδων, με κάθε συστάδα να αντιπροσωπεύεται από ένα κεντροειδές (centroid). Ο αλγόριθμος αναθέτει επαναληπτικά περιπτώσεις στο πλησιέστερο κεντροειδές και ενημερώνει τα κεντροειδή με βάση τις ανατεθείσες περιπτώσεις μέχρι να επιτευχθεί σύγκλιση.

Συνδυάζοντας τεχνικές φιλτραρίσματος δεδομένων με τον αλγόριθμο kMeans, ο φιλτραρισμένος ομαδοποιητής επιτρέπει βελτιωμένη απόδοση ομαδοποίησης με την αντιμετώπιση των προβλημάτων ποιότητας των δεδομένων και τη μετατροπή των δεδομένων σε μια πιο κατάλληλη αναπαράσταση για ομαδοποίηση. Το βήμα φιλτραρίσματος βοηθά στην ενίσχυση της διάκρισης μεταξύ των συστάδων, στην αφαίρεση άσχετων χαρακτηριστικών και στον χειρισμό των ελλιπών δεδομένων, γεγονός που μπορεί να οδηγήσει σε πιο ακριβή και ουσιαστικότερα αποτελέσματα συσταδοποίησης.

Η συγκεκριμένη διαμόρφωση και οι ρυθμίσεις του φιλτραρισμένου συσταδοποιητή, όπως η επιλογή των τεχνικών και των παραμέτρων φιλτραρίσματος, μπορούν να προσαρμοστούν με βάση τα χαρακτηριστικά του συνόλου δεδομένων και τα επιθυμητά βήματα προεπεξεργασίας. Αυτό επιτρέπει την ευελιξία στην προσαρμογή της διαδικασίας συσταδοποίησης σε διαφορετικούς τομείς δεδομένων και στόχους.

Συνοπτικά, ο φιλτραρισμένος ομαδοποιητής στο WEKA συνδυάζει τεχνικές φιλτραρίσματος δεδομένων με τον αλγόριθμο ομαδοποίησης kMeans για τη βελτίωση της απόδοσης ομαδοποίησης μέσω της προεπεξεργασίας των δεδομένων και της βελτίωσης της καταλληλότητάς τους για ομαδοποίηση.

Εφαρμόζουμε λοιπόν τον αλγόριθμο και παίρνουμε τα εξής αποτελέσματα από την κονσόλα του WEKA:
Initial starting points (random):
Cluster 0: 0.606,0.196,0.197,0.376,0.928,0.058,0.527,0.877,0.149,0.743,12.141

Cluster 1: 0.144,0.868,0.14,0.038,0.099,0.039,0.835,0.311,0.997,0.301,7.022
Missing values globally replaced with mean/mode
Final cluster centroids:

                       Cluster#

Attribute   Full Data         0         1

            (40768.0) (20529.0) (20239.0)

=========================================

X1             0.4995    0.5317    0.4669

X2             0.5022    0.5412    0.4626

X3              0.497    0.5089    0.4849

X4             0.5005     0.737    0.2605

X5             0.4986    0.5385    0.4581

X6             0.5003    0.5046    0.4959

X7             0.5012    0.5036    0.4987

X8             0.5003    0.4998    0.5008

X9             0.4971    0.5001    0.4942

X10            0.5005    0.4987    0.5024

Y             14.4078   17.6048    11.165
Time taken to build model (full training data) : 0.52 seconds
=== Model and evaluation on training set ===
Clustered Instances

0     20529 ( 50%)

1     20239 ( 50%)

ΣΧΟΛΙΑ
Αριθμός επαναλήψεων: Ο αλγόριθμος kMeans πραγματοποίησε 45 επαναλήψεις για να συγκλίνει στις τελικές συστάδες. Αυτό δείχνει ότι ο αλγόριθμος χρειάστηκε πολλές επαναλήψεις για τη βελτιστοποίηση των αναθέσεων συστάδων και των κεντροειδών.

Άθροισμα τετραγωνικών σφαλμάτων εντός των συστάδων: Το άθροισμα τετραγωνικών σφαλμάτων εντός συστάδας (WCSS) είναι ένα μέτρο της συμπαγούς μορφής των συστάδων. Σε αυτή την περίπτωση, το WCSS είναι 31993,0378, το οποίο αντιπροσωπεύει το άθροισμα των τετραγωνικών αποστάσεων μεταξύ κάθε περίπτωσης και του κεντροειδούς της συστάδας που της έχει ανατεθεί. Χαμηλότερες τιμές WCSS υποδεικνύουν στενότερες και πιο καλά καθορισμένες συστάδες.

Αρχικά σημεία εκκίνησης: Τα αρχικά σημεία εκκίνησης για κάθε συστάδα επιλέχθηκαν τυχαία. Τα χαρακτηριστικά που παρατίθενται για κάθε συστάδα αντιπροσωπεύουν τις κεντροειδείς τιμές των αρχικών αρχικών σημείων εκκίνησης.

Χειρισμός ελλιπών τιμών: Οι ελλείπουσες τιμές στο σύνολο δεδομένων αντικαταστάθηκαν συνολικά με τιμές μέσου/τρόπου. Αυτό σημαίνει ότι τυχόν ελλείπουσες τιμές στο σύνολο δεδομένων συμπληρώθηκαν με τη μέση τιμή για τα αριθμητικά χαρακτηριστικά ή την πιο συχνή τιμή για τα κατηγορικά χαρακτηριστικά.

Τελικά κεντροειδή συστάδων: Ο πίνακας παρουσιάζει τα τελικά κεντροειδή των συστάδων μετά τη διαδικασία ομαδοποίησης. Κάθε χαρακτηριστικό παρατίθεται μαζί με τις τιμές των κεντροειδών για κάθε συστάδα (συστάδα 0 και συστάδα 1). Αυτές οι τιμές κεντροειδούς αντιπροσωπεύουν τις μέσες τιμές χαρακτηριστικών των περιπτώσεων που αντιστοιχίζονται σε κάθε συστάδα.

Συσταδοποιημένες περιπτώσεις: Ο πίνακας παρέχει τον αριθμό των περιπτώσεων που αντιστοιχίζονται σε κάθε συστάδα. Η συστάδα 0 έχει 20.529 περιπτώσεις (50% του συνόλου) και η συστάδα 1 έχει 20.239 περιπτώσεις (50% του συνόλου). Η ίση κατανομή των περιπτώσεων υποδηλώνει ότι ο αλγόριθμος συσταδοποίησης προσπάθησε να δημιουργήσει ισορροπημένες συστάδες.

Χρόνος δημιουργίας μοντέλου: Το μοντέλο kMeans δημιουργήθηκε στα πλήρη δεδομένα εκπαίδευσης σε 1,12 δευτερόλεπτα. Αυτό υποδηλώνει την υπολογιστική αποτελεσματικότητα του αλγορίθμου στην ομαδοποίηση του συνόλου δεδομένων.

Συνολικά, τα αποτελέσματα της φιλτραρισμένης συσταδοποίησης με χρήση του αλγορίθμου kMeans παρήγαγαν δύο συστάδες με περίπου ίσες περιπτώσεις. Τα κεντροειδή για κάθε συστάδα αντιπροσωπεύουν τις μέσες τιμές των χαρακτηριστικών των περιπτώσεων εντός των αντίστοιχων συστάδων. Τα αποτελέσματα μπορούν να αναλυθούν περαιτέρω για την κατανόηση των χαρακτηριστικών και των διαφορών μεταξύ των δύο συστάδων και την απόκτηση πληροφοριών σχετικά με τα υποκείμενα μοτίβα στα δεδομένα.

Θα εφαρμόσουμε τώρα τον απλό αλγόριθμο kMeans σε ένα σπλιτ δεδομένων 66% για training, καθώς για το default training set παίρνουμε τα ίδια αποτελέσματα. Έχουμε λοιπόν από το WEKA:
Initial starting points (random):
Cluster 0: 0.247,0.542,0.825,0.834,0.263,0.767,0.862,0.852,0.403,0.018,17.058

Cluster 1: 0.955,0.996,0.491,0.881,0.811,0.861,0.057,0.508,0.249,0.415,13.359
Missing values globally replaced with mean/mode
Final cluster centroids:

                       Cluster#

Attribute   Full Data         0         1

            (26906.0) (13381.0) (13525.0)

=========================================

X1             0.4997    0.4624    0.5366

X2             0.5021    0.4636    0.5402

X3             0.4974    0.4852    0.5095

X4             0.5004    0.2617    0.7365

X5             0.4979    0.4601    0.5353

X6             0.5002       0.5    0.5005

X7             0.5017    0.5011    0.5022

X8             0.5014    0.4975    0.5053

X9             0.4967    0.4921    0.5013

X10             0.501    0.4985    0.5036

Y             14.4108   11.1706   17.6165
Time taken to build model (percentage split) : 0.51 seconds
Clustered Instances
0       6898 ( 50%)

1       6964 ( 50%)
ΣΧΟΛΙΑ
Τα τελικά κεντροειδή των συστάδων αντιπροσωπεύουν τις μέσες τιμές για κάθε χαρακτηριστικό εντός κάθε συστάδας. Η στήλη "Πλήρη δεδομένα" εμφανίζει τις τιμές για ολόκληρο το σύνολο δεδομένων, ενώ οι στήλες "0" και "1" αντιπροσωπεύουν τις τιμές των χαρακτηριστικών για τη συστάδα 0 και τη συστάδα 1, αντίστοιχα.

Για παράδειγμα, για το χαρακτηριστικό X1, η μέση τιμή σε ολόκληρο το σύνολο δεδομένων είναι 0,4997, ενώ εντός της συστάδας 0 είναι 0,4624 και εντός της συστάδας 1 είναι 0,5366. Ομοίως, οι μέσες τιμές των άλλων χαρακτηριστικών εμφανίζονται για κάθε συστάδα.

Το χαρακτηριστικό "Y" αντιπροσωπεύει τη μεταβλητή-στόχο ή την εξαρτημένη μεταβλητή στο σύνολο δεδομένων. Η μέση τιμή για ολόκληρο το σύνολο δεδομένων είναι 14,4108. Εντός της συστάδας 0, η μέση τιμή για τη μεταβλητή-στόχο είναι 11,1706 και εντός της συστάδας 1 είναι 17,6165.

Η ενότητα "Clustered Instances" παρέχει τον αριθμό των περιπτώσεων που αντιστοιχούν σε κάθε συστάδα. Σε αυτή την περίπτωση, η συστάδα 0 περιέχει 6898 περιπτώσεις (50% του συνόλου δεδομένων) και η συστάδα 1 περιέχει 6964 περιπτώσεις (50% του συνόλου δεδομένων).

Με βάση αυτά τα αποτελέσματα, μπορείτε να αναλύσετε τα χαρακτηριστικά και τις αντίστοιχες τιμές τους σε κάθε συστάδα για να εντοπίσετε μοτίβα ή διαφορές μεταξύ των συστάδων. Η ανάλυση συσταδοποίησης αποσκοπεί στην ομαδοποίηση παρόμοιων περιπτώσεων και τα αποτελέσματα μπορούν να βοηθήσουν στην κατανόηση των χαρακτηριστικών και της συμπεριφοράς των δεδομένων μέσα σε κάθε συστάδα.

ΑΠΟ ΤΗ ΣΥΓΚΡΙΣΗ ΤΩΝ ΜΕΘΟΔΩΝ ΕΧΟΥΜΕ:
Αποτελέσματα #1 (default training set):

Αρχικά σημεία εκκίνησης: Τα αρχικά σημεία εκκίνησης για τις συστάδες 0 και 1 επιλέχθηκαν τυχαία.

Χειρισμός ελλιπών τιμών: Οι ελλείπουσες τιμές στο σύνολο δεδομένων αντικαταστάθηκαν με τιμές μέσου/τρόπου.

Τελικά κεντροειδή των συστάδων: Εμφανίζονται οι μέσες τιμές χαρακτηριστικών για κάθε συστάδα, μαζί με το συνολικό μέσο όρο του συνόλου δεδομένων.

Συσταδοποιημένες περιπτώσεις: Παρέχεται ο αριθμός των περιπτώσεων που αντιστοιχίζονται σε κάθε συστάδα.

Μοντέλο και αξιολόγηση: Το μοντέλο κατασκευάστηκε χρησιμοποιώντας τα πλήρη δεδομένα εκπαίδευσης.

Αποτελέσματα #2 (Percentage Split = 66%):

Αρχικά σημεία εκκίνησης: Τα αρχικά σημεία εκκίνησης για τη συστάδα 0 και τη συστάδα 1 ήταν τα ίδια με τα αποτελέσματα #2.

Χειρισμός ελλιπών τιμών: Οι ελλείπουσες τιμές στο σύνολο δεδομένων αντικαταστάθηκαν με τιμές μέσου/τρόπου, όπως και στα αποτελέσματα #1.

Τελικά κεντροειδή των συστάδων: Εμφανίζονται οι μέσες τιμές χαρακτηριστικών για κάθε συστάδα και ο συνολικός μέσος όρος του συνόλου δεδομένων, όπως στα αποτελέσματα #1.

Συσταδοποιημένες περιπτώσεις: Παρέχεται ο αριθμός των περιπτώσεων που αντιστοιχίζονται σε κάθε συστάδα, ο οποίος είναι επίσης παρόμοιος με τα αποτελέσματα #1.

Μοντέλο και αξιολόγηση: Το μοντέλο κατασκευάστηκε με τη χρήση ποσοστιαίου διαχωρισμού 66%.

Συγκρίνοντας τα δύο σύνολα αποτελεσμάτων, μπορούμε να παρατηρήσουμε τα εξής:
Διαχωρισμός συνόλου δεδομένων: Τα αποτελέσματα #1 χρησιμοποίησαν τα πλήρη δεδομένα εκπαίδευσης για τη δημιουργία του μοντέλου, ενώ τα αποτελέσματα #2 χρησιμοποίησαν μια ποσοστιαία διάσπαση 66%. Αυτό υποδεικνύει ότι τα αποτελέσματα #1 είχαν πρόσβαση σε περισσότερα δεδομένα για την ομαδοποίηση, οδηγώντας ενδεχομένως σε πιο ακριβείς αναθέσεις συστάδων.
Κεντροειδή συστάδων: Οι τιμές των κεντροειδών για κάθε χαρακτηριστικό στις συστάδες διαφέρουν ελαφρώς μεταξύ των δύο σειρών αποτελεσμάτων. Οι συγκεκριμένες τιμές των χαρακτηριστικών σε κάθε συστάδα ενδέχεται να διαφέρουν ανάλογα με την τυχαία αρχικοποίηση των συστάδων και την κατανομή των δεδομένων.
Συστάδες περιπτώσεων: Ο αριθμός των περιπτώσεων που αντιστοιχίζονται σε κάθε συστάδα είναι περίπου ο ίδιος και στα δύο σύνολα αποτελεσμάτων. Ωστόσο, λόγω της τυχαιότητας που ενέχεται στη διαδικασία συσταδοποίησης, οι ακριβείς αναθέσεις περιπτώσεων ενδέχεται να διαφέρουν μεταξύ των δύο συνόλων αποτελεσμάτων.
Συνολικά, οι διαφορές μεταξύ των δύο συνόλων αποτελεσμάτων μπορούν να αποδοθούν στην τυχαία αρχικοποίηση των συστάδων και στα διαφορετικά υποσύνολα δεδομένων που χρησιμοποιήθηκαν για τη δημιουργία των μοντέλων. Είναι σημαντικό να σημειωθεί ότι η συσταδοποίηση είναι μια τεχνική μάθησης χωρίς επίβλεψη και η ερμηνεία και η αξιολόγηση των αποτελεσμάτων εξαρτώνται από το συγκεκριμένο σύνολο δεδομένων και τον τομέα του προβλήματος.

-ΤΕΛΟΣ-


